Streszczenie

Niniejsza praca doktorska rozwija modele probabilistyczne dla danych sekwencyjnych z
naciskiem na interpretowalnos¢, efektywnosé danych oraz zdolnos¢ do uchwycenia
ztozonych, niestacjonarnych dynamik. Klasyczne podejscia, takie jak ukryte modele
Markowa (HMM) i przetgczajgce sie liniowe systemy dynamiczne (SLDS), sg czesto
ograniczone przez uproszczone zatozenia dotyczgce czasow trwania stanow i przejsc,
co prowadzi do zapadania sie standéw lub nadmiernej segmentacji. Aby sprosta¢ tym
wyzwaniom, niniejsza praca wprowadza nowe modele tgczgce jawne rozktady czaséw
trwania, struktury rekurencyjne i nieparametryczne metody bayesowskie.

Kluczowe wktady obejmuja: SLDS o jawnym czasie trwania stanéw (EDSLDS), ktéry
integruje jawne zmienne czasu trwania o nieskoriczonym nosniku w celu poprawy
interpretowalnosci i odpornosci; SLDS o rekurencyjnym jawnym czasie trwania
(REDSLDS), ktéry uwzglednia zaleznosci rekurencyjne do uchwycenia dtugoterminowych
wzorcow czasowych; oraz dwa rozszerzenia nieparametryczne: rekurencyjny lepki
HDP-HMM (RS-HDP-HMM) i HDP-HMM o rekurencyjnych jawnych czasach trwania
(RED-HDP-HMM), ktére tgcza nieskonczone przestrzenie standéw, modelowanie jawnego
czasu trwania i rekurencyjne przejscia zalezne od kontekstu. Efektywna inferencja jest
osiggana poprzez zaawansowane metody prébkowania Monte Carlo tancuchami
Markowa, w tym probkowanie wigzkowe (ang. beam sampling) i augmentacje
Polya—Gamma.

Obszerne eksperymenty na syntetycznych testach poréwnawczych i rzeczywistych
zbiorach danych — w tym komunikacja taneczna pszczét miodnych, zachowanie myszy i
nagrania neuronalne C. elegans — demonstrujg, ze jawne modelowanie czasu trwania
konsekwentnie poprawia doktadnos¢ segmentacji, rekurencja zwieksza odpornosé, a
sformutowania nieparametryczne umozliwiajg elastyczne dostosowanie do ztozonych
dynamik. Proponowane modele osiggaja najlepsze w swojej klasie wyniki w zadaniach
segmentacji, zachowujgc jednoczesnie interpretowalno$¢ i analityczng tatwosc
obliczen.

Ogllnie rzecz biorgc, niniejsza praca doktorska podkresla trwatg wartosé
probabilistycznych modeli przestrzeni stanéw w erze gtebokiego uczenia. taczac
modelowanie bayesowskie z nowoczesnymi technikami uczenia maszynowego, wnosi
hybrydowe podejscia, ktére zapewniajg solidne, interpretowalne i efektywne pod
wzgledem danych rozwigzania do analizy danych czasoprzestrzennych.

Czesciowe wyniki badan zostaty zaprezentowane na miedzynarodowych konferencjach
ICONIP 2023, AISTATS 2025, ECAlI 2025 i opublikowane w materiatach
pokonferencyjnych.



